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	Prodor	globokih	arhitektur	na	
področje	pridobivanja	informacij	 
iz	glasbe

Izvleček
S	povečano	popularnostjo	globokih	arhitektur,	ki	temeljijo	na	nevronskih	mrežah,	so	se	v	zadnjem	času	bistveno	izboljšali	rezultati	pri	
reševanju	problemov	na	več	področjih.	Zaradi	popularnosti	in	uspešnosti	teh	globokih	pristopov,	temelječih	na	nevronskih	mrežah,	
so	bili	drugi	simbolni	 in	kompozicionalni	pristopi	odmaknjeni	od	središča	pozornosti	raziskav.	V	članku	bomo	obširneje	pregledali	
delovanje	globokih	in	hierarhičnih	pristopov	na	področju	pridobivanja	informacij	iz	glasbe.	Omenjamo	nekatere	od	bolj	znanih	proble-
mov	na	področju	in	izpostavimo	probleme,	pri	katerih	globoki	pristopi,	temelječi	na	nevronskih	mrežah,	še	niso	bili	uspešno	aplicira-
ni.	Kot	alternativo	takšnim	pristopom	predstavljamo	kompozicionalni	hierarhični	model	in	opisujemo	uporabnost	modela	in	rezultate	
na	predstavljenih	problemih.	Pregled	bomo	sklenili	z	diskusijo	o	prihodnosti	uporabe	globokih	modelov	glede	na	druge	pristope.
Ključne	besede:	pridobivanje	informacij	iz	glasbe,	globoke	arhitekture,	kompozicionalni	hierarhični	modeli.	

Abstract
With	the	increasing	popularity	of	deep	neural-based	architectures,	the	results	of	deep	architectures	have	been	significantly	impro-
ved	recently	in	several	areas.	Due	to	the	popularity	and	success	of	these	deep	approaches	based	on	neural	networks,	other	sym-
bolic	and	hierarchical	approaches	are	no	longer	the	focus	of	researchers.	In	this	article,	we	review	the	recent	progress	of	deep	and	
compositional	approaches	in	the	field	of	music	information	retrieval.	Furthermore,	we	deliberate	on	the	most	notorious	issues	in	
the	field	and	highlight	problems	where	deep	approaches	based	on	neural	networks	have	not	yet	been	successfully	applied.	As	an	
alternative	to	such	approaches,	we	provide	an	overview	of	hierarchical	models	and	describe	the	compositional	hierarchical	model	
as	an	alternative	deep	architecture.	The	latter	shows	great	usability	with	the	presented	problems.	We	conclude	this	review	with	a	
discussion	of	the	future	of	deep	models	compared	to	other	approaches.
Keywords:	Music	information	retrieval,	deep	learning	architectures,	compositional	hierarchical	models.

1 UvoD
Področje računalništva in informatike vključuje veli-
ko kombinacij interdisciplinarnih pristopov, katerih 
namen je avtomatizirati obstoječe procese ali izumiti 
nove, ki pomagajo našim potrebam v vsakdanjem ži-
vljenju. Računalniki so v večini naših dejavnosti že v 
celoti vključeni v izdelke končnih uporabnikov, kot 
so pametne televizije, kuhinjski aparati ali avtomo-
bili, ki jih uporabljamo za shranjevanje, upravljanje, 
organiziranje in razvrščanje naraščajočih količin po-
datkov, ki jih zbiramo. Tako se je računalništvo dota-
knilo tudi na videz nasprotnih področij, kot sta ume-

tnost in glasba. Na glasbenem področju se je vez z in-
formatiko stkala na več ravneh: v ustvarjanju glasbe, 
glasbeni organizaciji in glasbeni analizi.

Kot poskus analiziranja, pridobivanja in organi-
ziranja glasbe se je v zadnjih dveh desetletjih utrdilo 
področje pridobivanja informacij iz glasbe (angl. mu-
sic information retrieval – MIR) (Downie 2010). Od 
zgodnjih začetkov se je področje signifikantno raz-
širilo in zajema številne teme od glasbene percepcije 
in pridobivanja informacij do razumevanja in analize 
glasbe. Področje MIR meji na več dobro uveljavljenih 
področij, kot so psihologija (npr. Gelfand, 2004; Ti-
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rovolas, 2011), muzikologija (npr. Lerdahl, 1983; Mc-
Dermott, 2008) in računalništvo (npr. de Cheveigne, 
2002; Mauch, 2010; Tolonen 2000).

Del raziskav MIR obravnava pridobivanje se-
mantičnih opisov glasbe v različnih oblikah. Tako 
kot na mnogih sorodnih področjih sta se v zadnjih 
letih znatno povečali natančnost in učinkovitost naj-
boljših algoritmov, kot so ocenjevanje melodije (npr. 
Ryynanen, 2008; Bittner, 2015), ocenjevanje akordov 
(npr. Harte, 2005; Papadopoulos, 2007; Sigtia 2015; 
Korzeniowski, 2017), sledenje ritmu (npr. Holzapfel, 
2012; Durand 2015), ocenjevanje razpoloženja (npr. 
Laurier, 2009; Pesek, 2017), priporočilni sistemi v 
glasbi (npr. Tkalčič, 2017), klasifikacija žanrov (npr. 
Lee, 2018) in analiza vzorcev v glasbi (npr. Conklin, 
2010; Meredith, 2002; Ren, 2017). V mnogih prime-
rih je povečano natančnost mogoče pripisati uvedbi 
globokega učenja na področju (Humphrey, 2012). Za 
številne probleme je bilo predlaganih več globokih 
pristopov, vključno s transkripcijo melodije (npr. Ri-
gaud, 2016), klasifikacijo žanrov (npr. Jeong, 2016) in 
ocenjevanjem akordov (npr. Deng, 2016). V svoji ši-
roki definiciji globoki učni algoritem konstruira več 
stopenj predstavitve podatkov (hierarhijo značilk) z 
namenom modeliranja visokonivojskih struktur, pri-
sotnih v opazovanih podatkih (Bengio, 2013).

Večina globokih učnih pristopov temelji na ne-
vronskih mrežah. Med samim učenjem nevronskih 
mrež so visokonivojske predstavitve podatkov kodi-
rane v večplastni hierarhiji, vendar je kodirano zna-
nje implicitno in ga je težko razložiti na pregleden 
način kot model bele škatle. V zadnjih letih je bilo 
sicer razvitih več pristopov za vizualizacijo naučenih 
konceptov v nevronskih mrežah (npr. Bilal, 2018), 
vendar so še vedno daleč od popolnoma razvidne-
ga kodiranega znanja. En od takšnih pristopov je na 
primer zakrivanje na slikah (Zeiler, 2014), ki poskuša 
prepoznati regije znotraj slike, ki sprožijo opazovani 
odziv v nevronski mreži. 

Globoke nevronske mreže imajo običajno veliko 
parametrov, ki so potrebni za pokritje celotne ciljne 
domene, kar zahteva velike zbirke podatkov za uče-
nje. Takšne velike zbirke podatkov je težko pridobiti 
zaradi pomanjkanja ustreznih podatkov, morebitnih 
težav z avtorskimi pravicami (slike, glasba) ali zaradi 
same majhnosti zbirk. Nadalje je treba takšne zbirke 
opremiti z anotacijami. Te pa so a) najpogosteje su-
bjektivne (npr. žanrska razvrstitev v glasbi, sledenje 
objektov v računalniškem vidu) in zato zahtevajo več 

anotatorjev, da zajamemo približno človeško percep-
cijo problema, b) pogosto zahtevajo strokovnjaka 
(npr. glasbena transkripcija) in c) zahtevajo veliko 
časa in delovne sile. 

V tem članku bomo predstavili obstoječe globoke 
pristope na področju pridobivanja informacij iz glas-
be in najbolj popularne probleme, ki jih rešujejo ti 
pristopi. Predstavili bomo tudi probleme, pri katerih 
so bili globoki pristopi, temelječi na nevronskih mre-
žah, še uspešno aplicirani. Predvsem pri problemih 
nenadzorovanega odkrivanja vzorcev v podatkih na 
področju pridobivanja informacij iz glasbe še vedno 
uporabljamo hierarhične in druge pristope. Med 
drugim bomo omenili kompozicionalni hierarhični 
model kot alternativno globoko arhitekturo, ki pre-
sega nekatere omejitve drugih globokih pristopov. 
Pregled bomo sklenili z opisom nadaljnjih korakov 
pri razvoju pristopov v današnjem času, v katerem 
dominirajo globoki pristopi z nevronskimi mrežami.

2	 PREGLED	PODROČJA
V tem poglavju je predstavljen pregled hierarhičnega 
modeliranja, ki se nadaljuje s pregledom hierarhičnih 
in drugih globokih pristopov v področju MIR. Pred-
stavljamo tudi več popularnih problemov na podro-
čju. Za nekatere probleme, npr. ocenjevanje osnovnih 
frekvenc, je uspešnost globokih pristopov signifikan-
tno presegla uspešnost drugih pristopov. Pri drugih, 
kot je npr. odkrivanje vzorcev, pa so drugi, predvsem 
hierarhični pristopi, še vedno dominantni.

3	 HIERARHIČNI	MODELI	NA	PODROČJU	MIR
Hierarhični modeli v glasbi dobro sovpadajo s 
samo domeno – glasba je hierarhična v času (za-
poredja) in prostoru (harmonije). Številni pristopi za 
hierarhično modeliranje glasbe izhajajo s podro-
čja teorije glasbe, ki ponuja dobro uveljavljene 
hierarhične sisteme za glasbeno analizo.

Generativna teorija tonske glasbe (angl. Gene-
rative Theory of Tonal Music – GTTM) Lerdahla in 
Jackendoffa (1983) ponuja pristop hierarhičnega mo-
deliranja glasbe v muzikologiji, ki je v sodobni glas-
beni teoriji zelo znan. GTTM poskuša formalizirati 
sistem, ki odraža poslušalčevo razumevanje glasbe. 
GTTM predlaga štiri hierarhične vidike: skupinske 
in metrične strukture, redukcijo časovnega razpona 
in strukture za podaljševanje. Drug znani hierarhični 
pristop je predlagal Heinrich Schenker (1980). Schen-
kerjeva analiza, poimenovana po avtorju, poskuša v 
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glasbi razkriti temeljno osnovno strukturo (nem. Ur-
satz).

Čeprav sta GTTM in Schenkerjeva analiza ve-
činoma odvisni od ekspertnih pravil, je koncept 
hierarhičnega strukturiranja v glasbi intuitiven 
način, saj temelji na vzorcih človeškega zazna-
vanja in razmišljanja. Ker pravila v takšnih pri-
stopih niso zelo strogo opredeljena, je avtomati-
zacija procesa analize netrivialna. V preteklosti 
je bilo predstavljenih več sistemov za GTTM 
ali Schenkerjevo analizo (npr. Hamanaka, 2006; 
Hirata, 2007; Marsden, 2010). Marsden (2010) 
je predlagal sistem za samodejno pridobivanje 
Schenkerjeve redukcije. Pokazal je, da je mogoče 
takšno analizo opraviti samodejno, vendar je z 
implementacijo sistema odkril tudi nekatere po-
manjkljivosti avtomatizacije. Predlagani posto-
pek zahteva precejšnjo računsko moč. Poleg tega 
sistem ustvari veliko možnih analiz, ki se razli-
kujejo po kakovosti. Avtor je ugotovil, da je sicer 
implementacija sistema uspešna, a so potrebni 
dodatni koraki, ki bi sistem izboljšali do primer-
nosti za vsakdanjo uporabo.

Človeško zaznavanje pogosto modeliramo z 
enim ali več hierarhičnimi sistemi, saj je takšno 
modeliranje intuitivno podobno našemu razu-
mevanju zaznavanja. Farbood idr. (2010) so raz-
iskali medsebojno povezavo med omejitvami 
delovnega spomina in hierarhičnimi strukturami 
v glasbi. Poročali so, da razlike v optimalnem ča-
sovnem usklajevanju tonskih harmonij v primer-
javi z ritmom in konturo pomenijo različno obde-
lavo za vsako od teh modalnosti v glasbi. Posku-
si, kot sta na primer Sapp (2005) in Woolhouse 
(2006), so tudi empirično pokazali prisotnost ta-
kšnih hierarhičnih predstavitev, ki jih povzročajo 
človeški kognitivni procesi. Conklin in Anagno-
stopoulou (2001) sta predlagala algoritem odkri-
vanja vzorcev z več vidikov (angl. viewpoint), ki 
temelji na priponskem drevesu. Za izbrani vidik 
(preoblikovanje glasbenega dogodka v abstrak-
tno funkcijo) algoritem gradi priponsko drevo. 
Po izbiri vzorcev, ki ustrezajo določenim pogo-
stejšim vrednostim in pragom pomembnosti, li-
ste drevesa obravnavata kot najdaljše pomembne 
vzorce v korpusu. Conklin in Bergeron (2008) sta 
kasneje predstavila dva algoritma, ki temeljita 
na Conklinovemu modelu. Prvi algoritem naj-
de vse »maksimalne pogoste vzorce«, drugi pa 

je optimizacijski algoritem z uporabo hitrejšega 
hevrističnega pristopa, pri katerem najdeni vzor-
ci morda niso vedno največji in najbolj pogosti 
vzorci. Največji pogost vzorec je vzorec, katere-
ga sestava funkcij komponent ni mogoče nadalje 
specializirati, ne da bi vzorec postal redek.

Wiggins in Forth (2015) sta opisala kognitivno 
arhitekturo »informacijska dinamika razmišlja-
nja« (angl. information dynamics of thinking – 
IDyOT). Arhitektura je korak k modelu, ki vklju-
čuje vidike človeške ustvarjalnosti in druge obli-
ke kognitivne obdelave v smislu predzavedne 
napovedne zanke. Predlagani model je hierarhič-
na arhitektura, ki na prvem sloju vključuje števil-
ne generatorje, uporabljene za vzorčenje vnosa. 
Vsak generator proizvaja distribucijo izhodov 
glede na vhodno zaporedje. Arhitektura poskuša 
modelirati kognitivni cikel, ki temelji na statistič-
nih opazovanjih vhodnih zaporedij. Vhodna za-
poredja predstavljajo različne vidike glasbe, kot 
so tonska višina, barva, amplituda in čas. Napo-
vedi, ki se ujemajo s perceptualnim vhodom, so 
razvrščene v zaporedje. Ta dinamični vidik ima 
za posledico proces inkrementalnega učenja.

4 GLoBoKI NEvRoNSKI PRISToPI v MIR
Pridobivanje informacij iz glasbe vključuje širok na-
bor problemov, ki obsegajo ustvarjalne, analitične in 
priklicne vidike dela z glasbo v različnih zapisih in 
oblikah.

Mnogi od teh problemov so formalizirani v okvi-
ru pobude MIREX (angl. eXchange Evaluation Eva-
luation), ki si prizadeva za vzpostavitev okvirov za 
vrednotenje in primerjavo različnih pristopov v MIR 
(Downie, 2008). Pobuda MIREX je zdaj dobro uve-
ljavljena v skupnosti MIR, rezultate evalvacij pa so 
predstavili na konferenci ISMIR. Izmed množice ob-
stoječih problemov smo izbrali nekatere, pri katerih 
so pogosteje uporabljeni globoki ali hierarhični pri-
stopi. Prav te bomo v nadaljevanju obravnavali po-
drobneje.

5 AvToMATSKo oCENJEvANJE AKoRDov
Zaporedja akordov in melodija sta dva najbolj pre-
poznavna gradnika zahodne glasbe – po navadi si 
z njima zapomnimo posamezno pesem. Samodejno 
ocenjevanje akordov lahko zato uporabimo za tran-
skripcijo (Mauch, 2008; Mauch, 2007, Papadopoulos, 
2011; Smith, 2011) in klasifikacijo glasbe (Ni, 2012) 
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ter druge naloge. Ocenjevanje akordov lahko upo-
rabljamo tudi za zbiranje informacij ali izluščevanje 
metapodatkov (Sheh, 2003; Papadopoulos, 2007) in 
analizo vzorcev (Scholz, 2009). 

Algoritmi za ocenjevanje akordov so najpogosteje 
sestavljeni iz dveh modelov: akustičnega, ki preobli-
kuje avdio signal v značilke, in jezikovnega, ki mode-
lira časovna razmerja med akordi.

Pri tradicionalnih pristopih so najpogosteje upo-
rabljene kromatske značilke (Mauch, 2008; Muller, 
2011) ali razredi tonskih višin (Gomez, 2004). Te 
značilke zagotavljajo vmesno predstavitev zvočne-
ga signala in običajno vsebujejo dvanajst dimenzij, 
od katerih vsaka predstavlja moč oktavno invarian-
tne tonske višine v signalu. Vsako komponento kro-
matskega vektorja izračunamo kot vsoto ustreznih 
frekvenc. Ker kromatski vektorji ohranijo informaci-
je o tonski višini, jih je mogoče uporabiti za ocenje-
vanje akordov s standardnimi algoritmi za strojno 
učenje, kot je na primer metoda podpornih vektor-
jev. Vendar takšna klasifikacija ne upošteva časovne 
odvisnosti akordov, saj so vektorji obravnavani ne-
odvisno. Za časovno odvisnost pogosto uporabljajo 
prikrite modele Markova (angl. hidden Markov mo-
del – HMM) (npr. Bello, 2005; Noland, 2006; Papado-
poulos, 2007).

V zadnjem času za ocenjevanje akordov pogosto 
uporabljajo globoko učenje. Boulanger-Lewandowski 
in drugi (2013) so predlagali model RNN. Z učenjem 
modela na celotnem naboru podatkov poročajo o 
93,5-odstotni povprečni natančnosti na posamezni 
razred akorda. Vendar pa tudi podrobneje razložijo 
rezultate, pri čemer navajajo, da je »ta scenarij moč-
no nagnjen k prekomerni ureditvi: z vidika strojnega 
učenja je trivialno oblikovati neparametrični model, 
ki deluje pri 100-odstotni natančnosti« (str. 5).

Sigtia in drugi (2015) so predlagali hibridno reku-
renčno nevronsko mrežo za prepoznavanje akordov. 
Najprej so uporabili prtslojno globoko nevronsko 
mrežo, pri kateri so za vhod uporabili avdio signal, 
transformiran z metodo Constant-Q. DNN je bil upo-
rabljen kot akustični model, ki odpravlja potrebo po 
kromatskih vektorjih ali podobnih značilkah. Za jezi-
kovni model so uvedli hibridno rekurenčno nevron-
sko mrežo (RNN), ki modelira razmerja med izhodi. 
Ta model učinkovito nadomešča HMM, ki ga upo-
rabljajo pri tradicionalnih pristopih. Hibridni model 
je bil preizkušen na podatkovnem nizu MIREX 2014 
s štirikratno navzkrižno validacijo, pri čemer je bila 

učna množica nadalje razdeljena na 80 odstotkov za 
usposabljanje in 20 odstotkov za validacijo. Rezultati 
kažejo večjo učinkovitost kot pri akustičnih modelih 
(približno 3 % pri natančnosti na ravni okvira).

Deng in Kwok (2016) sta predlagala pristop hibri-
dnega Gaussovega-HMM-globokega učenja. Model 
Gauss-HMM se uporablja za segmentacijo kroma-
gramov in jih posreduje globokemu modelu za kla-
sifikacijo akordov. Avtorja predlagata dva globoka 
učna modela, model globokega zaupanja in LSTM 
RNN (angl. long-short-term-memory – LSTM). Av-
torja pri evalvaciji pokažeta, da njun model doseže 
boljše rezultate kot obstoječi sistem Chordino na 
podatkovnih nizih, ki so anotirani z večjim številom 
akordov, vendar doseže Chordino boljše rezultate na 
podatkovnih zbirkah z manjšim številom akordov.

Korzeniowski in Widmer (2016) sta predlaga-
la sistem globokega učenja s kromatskimi vektorji. 
Model sta evalvirala na petih razpoložljivih podat-
kovnih zbirkah – albumih skupin Beatles, Queen in 
Zweieck, naboru podatkov RWC pop in diskografiji 
pevca Robbieja Williamsa – in dosegla do sedaj naj-
boljše rezultate.

6 oCENJEvANJE oSNovNIH ToNSKIH vIšIN
Cilj glasbene transkripcije je pretvoriti avdio zapis v 
notni zapis. Osnovni del transkripcije je ocena osnov-
nih frekvenc, ki so prisotne v signalu (angl. multiple 
fundamental frequency estimation – MFFE), pri če-
mer je cilj oceniti vse osnovne frekvence (ki ustreza-
jo tonskim višinam) v posameznih časovnih okvirih 
glasbenega signala. Kot pomemben cilj MIR je bil 
problem transkripcije raziskovan že od zgodnjih se-
demdesetih let (Benetos, 2015; Gerhard, 2003; Kla-
puri, 2004 in 2006). Nekateri pristopi se problema 
lotevajo skozi analizo spektra signala (npr. Roebel, 
2010; Pertusa, 2012), medtem ko drugi pristopi si-
gnal modelirajo kot kompozicijo različnih virov (npr. 
Dessein, 2010; Grindlay, 2011; Smaragdis, 2003). Veli-
ko pristopov je specializiranih za posamezne inštru-
mente (npr. Marolt, 2004; Weninger, 2013; Boulanger-
-Lewandowski, 2012; Vincent, 2010) ali se fokusirajo 
na transkripcijo simboličnih podatkov, značilnih za 
posamezne inštrumente (npr. Barbancho, 2012).

Za ocenjevanje osnovnih frekvenc v signalu je 
bilo predstavljenih tudi več globokih pristopov, ki 
temeljijo na nevronskih mrežah (npr. Bock, 2012; 
Nam, 2011; Rigaud, 2016). Bock in Schedl (2012) sta 
uporabila rekurenčni model nevronske mreže za 
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transkripcijo klavirja, Nam idr. (2011) pa so združili 
mreže globokega zaupanja z metodo podpornih vek-
torjev in prikritim modelom Markova za isto nalogo. 
Rigaud in Radenen (2016) sta predlagala kombina-
cijo dveh globokih nevronskih mrež za transkripcijo 
pevskega glasu.

Zaradi pomanjkanja anotiranih podatkovnih baz 
mnogi globoki mrežni pristopi za MFFE (npr. Bock, 
2012; Nam, 2011; Kelz, 2016; Rigaud, 2016) uporablja-
jo velik del anotiranih podatkov za učenje modelov. 
Podatkovna zbirka MAPS (Emiya, 2010) je ena izmed 
najpogosteje uporabljenih zbirk za učenje in vredno-
tenje algoritmov MFFE. Sestavljena je iz 30 skladb, 
predvajanih z Yamaha Disklavierjem in sintetizira-
nih s 7 vzorci klavirja (približno milijon tonskih vi-
šin). Bock in Schedl (2012) sta svoj model rekurenčne 
nevronske mreže učila na štirih različnih zbirkah, 
vključno z zbirko MAPS. Poročala sta o visoki F1 na-
tančnosti (do 93,5 %) pri zaznavanju začetka tonske 
višine na zbirki MAPS; vendar pa sta pri učenju upo-
rabila tudi znatno količino zbirke za učenje in valida-
cijo (približno 75 odstotkov za učenje in 9,4 odstot-
ka za validacijo). Nam in drugi (2011) so poročali o 
rezultatih za 30-sekundne odlomke iz zbirke MAPS 
(74,4-odstotna natančnost F1), ob uporabi približno 
60 odstotkov zbirke za učenje in 25 odstotkov za va-
lidacijo. Ker ti pristopi uporabljajo znaten del nizov 
podatkov za učenje in testiranje, so lahko rezultati 
preveč optimistični v primerjavi z njihovim delova-
njem v realnem svetu.

Bittner in drugi (2017) so predlagali model za 
ocenjevanje osnovnih frekvenc, ki temelji na polno 
povezani konvolucijski mreži. Dosegli so najboljše 
rezultate na dveh od treh podatkovnih baz vrednote-
nja MFFE in presegli najsodobnejše pristope pri izlu-
ščevanju melodije.

Med najnovejšimi so Hawthorne in drugi (2017) 
predstavili kombinacijo konvolucijskih nevronskih 
omrežij in LSTM mrež. Na ravni okvirja dosežejo 
78,30-odstotni F1 rezultat, medtem ko na ravni no-
tnega zapisa presegajo rezultate drugih pristopov 
za približno 30 odstotkov in dosegajo 82,29 odstot-
ka. Avtorji rezultate opisujejo kot dokaz koncepta za 
svoje delo in poudarjajo vprašanja učenja in validaci-
je na tako majhnem naboru podatkov.

Zaradi prej omenjenih omejitev evalvacije je težko 
uporabiti dosežene rezultate v scenarijih »realnega 
sveta«, ki lahko vključujejo posnetke, ki morda niso 
bili posneti v idealnih studijskih okoljih ali s profesi-

onalnimi izvajalci. Pri takšnih pogojih pristope redko 
ocenjujejo predvsem zaradi pomanjkanja različnih 
označenih podatkovnih nizov – večina podatkovnih 
baz je sestavljena predvsem iz sintetiziranih posnet-
kov, ki jih je mogoče preprosto dobiti in vsebujejo 
le majhno število anotiranih dejanskih posnetkov. 
Posledično lahko trpi robustnost algoritmov, saj se 
lahko ti dobro prilegajo majhnim podatkovnim zbir-
kam, kar vodi k slabemu delovanju na različnih ma-
terialih in ob prisotnosti hrupa.

7 oDKRIvANJE vZoRCEv IN TRENUTNI 
PRISToPI

Odkrivanje ponavljajočih vzorcev je znan problem na 
različnih področjih, vključno z računalniškim vidom 
(npr. Campilho, 2012), bioinformatiko (npr. Coward, 
1998) in pridobivanjem informacij iz glasbe (MIR). 
Čeprav je problem razširjen na več področij, se njego-
va definicija kot tudi algoritmi za odkrivanje vzorcev 
med področji močno razlikujejo. V glasbi so o po-
membnosti ponavljanja razpravljali številni glasbeni 
teoretiki in nedavno tudi raziskovalci, ki so razvili 
algoritme za polavtomatsko analizo glasbe, kot na 
primer Marsden (2010). V ogrodju MIREX so razisko-
valci izpostavili več nalog, ki se ukvarjajo z vzorci in 
strukturami v glasbi, vključno s strukturno segmen-
tacijo, melodično podobnostjo v simbolnih podatkih 
in ujemanjem vzorcev ter odkrivanjem vzorcev.

Namen opravila »odkrivanje ponavljajočih tem in 
odsekov« je najti ponovitve, ki so eden najpomemb-
nejših vidikov glasbenega dela (Meredith, 2002). De-
finicija MIREX določa, da »algoritmi vzamejo glasbo 
kot vhod in izpisujejo seznam vzorcev, ki se pono-
vijo znotraj tega dela« (Collins, 2015). Opravilo se 
lahko zdi podobno tudi sicer znani nalogi ujemanja 
vzorcev (Collins, 2010). Cilj algoritma za ujemanje 
vzorcev je najti mesto iskanega vzorca znotraj na-
bora podatkov, medtem ko algoritem za odkrivanje 
vzorcev najde lokacije podobnih zaporedij podatkov, 
ki se večkrat ponovijo v neki podatkovni zbirki, brez 
kakršnih koli informacij o iskanem vzorcu. Kot je 
zapisal Wang (2015), se opravilo odkrivanja vzorcev 
razlikuje od opravila strukturne segmentacije, pri 
katerem segmenti pokrivajo celotno glasbeno delo in 
predstavljajo disjunktne segmente v glasbi. V opra-
vilu odkrivanja vzorcev se lahko vzorci delno prekri-
vajo ali so podmnožice drugega vzorca.

Za odkrivanje vzorcev v glasbi so predlagani raz-
lični pristopi. Večina pristopov ne temelji na globokih, 



U P O R A B N A  I N F O R M A T I K A 212019 - πtevilka 1 - letnik XXVII

Matevž Pesek: Prodor globokih arhitektur na področje pridobivanja informacij iz glasbe

temveč na kompozicionalnih modelih. Hsu in drugi 
(2001) so poskušali odkrivati netrivialne vzorce s ko-
relacijskimi matrikami in odkrivanjem daljših vzor-
cev z večkratnim povezovanjem krajših ponavljajočih 
vzorcev. Knopke in drugi (2009) so analizirali 101 delo 
Giovannija Pierluigija da Palestrine in poskušali od-
krivati vzorce s priponskimi matričnimi strukturami. 

Cambouropoulos in drugi (2005) so uporabili 
pristop priponskega drevesa z dovoljenim delnim 
prekrivanjem vzorcev. Da bi presegli omejitve pri-
ponskega drevesa, so se osredotočili tudi na problem 
približnega ujemanja odkritih vzorcev. 

Za to opravilo je bilo predstavljenih še več drugih 
nehierarhičnih in neglobokih pristopov (npr. Mere-
dith, 2013; Velarde, 2014; Lartillot, 2014), katerih ob-
širnejše povzetke del v tem pregledu izpuščamo, a 
jih je vredno omeniti zaradi njihovih rezultatov. V 
našem pregledu za to opravilo nismo zasledili glo-
bokih pristopov, ki temeljijo na nevronskih mrežah. 
Globoki pristopi sicer dosegajo dobre rezultate pri 
opravilih razvrščanja, a so takšni modeli črne škatle, 
pri katerih si težko razlagamo naučene strukture, za-
radi česar jih posledično težko uporabljamo za opra-
vila odkrivanja zakonitosti.

8	 ALTERNATIvNI	GLOBOKI	MODELI
Čeprav globoki modeli, ki temeljijo na nevronskih 
mrežah, dosegajo izvrstne rezultate, so kompozi-
cionalni in hierarhični modeli še vedno prisotni pri 
problemih, ki vsebujejo koncept odkrivanja vzorcev 
v podatkih. Takšni sistemi omogočajo vpogled v na-
učene abstrakcije, kar je še vedno netrivialen posto-
pek pri modelih, ki temeljijo na nevronskih mrežah.

Kot alternativni globoki model, ki ne temelji na 
nevronskih mrežah, so Pesek in drugi (2017) razvili 
kompozicionalni hierarhični model za pridobivanje 
informacij iz glasbe. Z nenadzorovanim učenjem 
model zgradi hierarhično predstavitev konceptov 
od preprostih konceptov na najnižjem nivoju proti 
najkompleksnejšim konceptom na najvišjih nivojih. 
Ideja o takšni strukturi modela izvira iz raziskav na 
področju strojnega vida. Na tem področju sta Leo-
nardis in Fidler (2007, 2009) predstavila koncept 
lHoP (angl. learned Hierarchy of Parts). Njun model 
se lahko nauči hierarhične predstavitve objektov na 
slikah, začenši z enostavnimi gradniki na nizkih ni-
vojih, ki jih združuje v kompleksnejše dele objektov 
na višjih nivojih. Model se uči na podlagi statistike 
pojavitev in ga je moč uporabiti kot robusten način 

za kategorizacijo objektov in druge sorodne proble-
me na področju računalniškega vida. 

Ideja modela temelji na predpostavki, da lahko 
kompleksne sestavljene signale razdrobimo na eno-
stavnejše gradnike – dele. Deli so lahko različno kom-
pleksni in glede na kompleksnost tvorijo različne ni-
voje. Posamezne dele na višjih nivojih lahko tvorimo 
s kombiniranjem delov na nižjih nivojih in tako tvo-
rimo kompozicionalni model. V glasbi je takšen pri-
stop človeku intuitiven, saj so glasbeni dogodki tvor-
jeni na podoben način: akord je sestavljen iz vsaj treh 
tonov, posamezni ton pa iz več frekvenc. Posamezni 
del tako opisuje posamezne frekvence na nižjem ni-
voju, na višjih nivojih pa njegove tvorjene kombina-
cije – kompozicije – tvorijo kompleksnejše dogodke. 
Na enak način lahko modeliramo tudi vzorce v glas-
bi, sosledja tonskih višin in akordov. Celotna struk-
tura modela je transparentna, saj lahko za vsak del 
pregledamo in interpretiramo njegovo vlogo.

Pesek in drugi so model aplicirali na različna 
opravila s področja MIR, med drugim na avtomatsko 
ocenjevanje akordov, ocenjevanje osnovnih frekvenc 
in iskanje vzorcev v simbolni glasbi. Za opravilo av-
tomatskega ocenjevanja akordov so zgradili tronivoj-
ski model. Model so naučili na 88 klavirskih tonih in 
ga aplicirali na glasbeno zbirko skupine The Beatles. 
Dele na tretjem nivoju so uporabili kot kromatske 
vektorje in s pomočjo prikritega modela Markova 
napovedovali sosledja akordov.

Pri ocenjevanju osnovnih frekvenc so ponovno 
uporabili transparentno strukturo modela (Pesek, 
2017a). Model so naučili na 88 klavirskih tipkah in 
ga aplicirali na več različnih zbirkah podatkov. Poleg 
javno dostopne zbirke MAPS, ki se pogosto upora-
blja za evalvacijo pristopov pri ocenjevanju osnov-
nih frekvenc, so predstavili svojo zbirko slovenske 
ljudske glasbe. Zbirka vsebuje 38 ljudskih pesmi, ki 
jih večglasno poje več amaterskih pevcev. Zbirka je 
posneta v vsakdanjih prostorih z osnovno produkcij-
sko opremo. Na tej zbirki so evalvirali tudi druge pri-
stope in pokazali, da se predlagani kompozicionalni 
hierarhični model zaradi svoje robustnosti odreže 
bolje od drugih pristopov. Prav tako so analizirali hi-
trost delovanja in ugotovili, da je predlagani model 
hitrejši od drugih pristopov in je zato primeren za 
aplikacije v vgrajenih sistemih, mobilnih napravah in 
drugih podobnih, računsko manj zmožnih napravah.

Predlagani model so avtorji kasneje dodatno 
nadgradili (Pesek idr., 2017b) in prilagodili za delo 



U P O R A B N A  I N F O R M A T I K A22 2019 - πtevilka 1 - letnik XXVII

Matevž Pesek: Prodor globokih arhitektur na področje pridobivanja informacij iz glasbe

s simbolnimi glasbenimi predstavitvami z namenom 
razširitve nabora opravil na področju pridobivanja 
informacij iz glasbe. To razširitev modela so poime-
novali SymCHM. Ker model vsebuje transparentno 
hierarhično strukturo, so model aplicirali na problem 
odkrivanja vzorcev v simbolnih glasbenih predstavi-
tvah. Zaradi transparentnosti strukture je model moč 
uporabiti za opravila odkrivanja, kar je izredno težko 
doseči pri drugih strukturah, ki temeljijo na nevron-
skih mrežah.

9 DISKUSIJA
Na področju pridobivanja informacij iz glasbe so se 
v zadnjih letih izrazito izboljšali rezultati na mnogih 
popularnih problemih, med prej omenjenimi na pro-
blemu avtomatskega ocenjevanja akordov in glasbe-
ne transkripcije. Kljub napredku pa trenutni globoki 
pristopi ne prinašajo popolne rešitve. Čeprav omo-
gočajo nenadzorovano učenje in dosegajo zadovolji-
ve rezultate pri klasifikacijskih nalogah, jim manjka 
transparentnost, kar bi omogočilo vpogled v naučene 
koncepte. Vizualizacija naučenih konceptov trenu-
tnih pristopov je netrivialen problem. Velikokrat zato 
pristope uporabijo kot črne škatle (angl. black box), ki 
sicer rešujejo nalogo, a jih je težko nadalje izboljšati in 
nadgrajevati v kontekstu inteligentnega doprinosa k 
reševanju širšega problema percepcije glasbe.

Prav tako so zaradi velike količine vozlišč in po-
vezav v strukturah modelov za učenje potrebne ve-
like podatkovne zbirke, ki jih je težko pridobiti. Med 
najpogostejšimi težavami pridobivanja zbirk so po-
tencialni problemi z avtorskimi pravicami in količina 
potrebnega časa ter ekspertnega znanja za anotaci-
jo zbirk. S tem je tudi povezan problem evalvacije, 
saj mnogo pristopov uporablja večji del podatkovne 
zbirke za učenje in validacijo. Avtorji nekaterih ome-
njenih pristopov ta problem tudi sami izpostavljajo 
in poudarjajo, da je treba tako pridobljene rezultate 

jemati z rezervo v kontekstu scenarijev v realnem 
svetu.

Kot je razvidno iz pregleda področja, so globoki 
pristopi učinkovito uporabljeni za več različnih na-
log, ki se nanašajo na razlikovanje med naučenimi 
koncepti. Takšni sistemi rešujejo vprašanje, ali opa-
zovani vhod pripada eni ali drugi skupini. Naspro-
tno je težko uporabiti takšen model za odkrivanje 
zakonitosti, pri čemer naj bi model izdelal lastno 
opažanje visokonivojskih abstraktnih pojmov, ki so 
prisotni na vhodu nenadzorovano. V tem kontekstu 
so hierarhični in drugi pristopi še vedno prisotni in 
dosegajo najboljše rezultate. Kot alternativa se je po-
javil tudi kompozicionalni hierarhični model, ki je bil 
uspešno uporabljen za več različnih nalog, tako kla-
sifikacijskih nalog kot nalog odkrivanja.

Glede na trenutne trende na področju je priho-
dnost »globoka«. S skokovitim izboljšanjem račun-
ske moči, zmožnosti oblačnega računanja in novi-
mi ogrodji, ki omogočajo preprostejšo vzpostavitev 
sistemov za porazdeljeno računanje tako na splošno 
namenskih kot specializiranih grafičnih procesorjih, 
je takšne sisteme mogoče naučiti do mere, ki zado-
voljivo pokriva celotno opazovano domeno. Vseeno 
pa se del raziskav osredotoča na razvoj simbolnih 
sistemov umetne inteligence (AI), ki namesto specia-
lizacije za specifičen problem ponujajo generaliziran 
pristop reševanja več različnih problemov (tabela 1). 
Takšni pristopi črpajo ideje s področij nevroznano-
sti, psihologije in drugih ved, ki opazujejo človeško 
delovanje, saj je njihov cilj približati delovanje algo-
ritmov človeški percepciji. V dolgi zgodovini razvo-
ja simbolnih AI pristopov je nastalo zavedanje, da 
ti pristopi prinašajo veliko omejitev, predvsem na 
nivojih vhodnih podatkov in generiranja značilk, ki 
jih lahko v takšnih pristopih uporabljamo. Ugibamo 
lahko, da je potencialna rešitev, ki bo presegala oba 
tipa pristopov, hibridna, pri čemer bodo združene 

Tabela	1: Pregled	globokih	modelov,	temelječih	na	nevronskih	mrežah	(NN),	in	drugih	simbolnih	in	hierarhičnih	modelov	na	področju	MIR.	Uspešne	
aplikacije	nakazujejo,	da	so	bili	pristopi	uporabljeni	v	tem	tipu	problemov.	Če	je	tip	pristopov	dosegel	najboljše	rezultate	za	posamezen	tip	problema,	je	
to	označeno	v	stolpcu	najboljši	rezultati.

Problemi	na	področju	MIR

Klasifikacijski	problemi Problemi	odkrivanja	vzorcev

Uspešne	aplikacije Najboljši	rezultati Uspešne	aplikacije Najboljši	rezultati

Tipi	pristopov Globoki	NN	modeli 9 9

Hierarhični	in	simbolni	pristopi 9 9 9
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prednosti posameznega pristopa z uporabo globokih 
pristopov na vhodnih nivojih in simbolnih pristopov 
na višjih nivojih procesiranja.
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